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Аннотация

В статье изучаются прогностические способности генеративно-состязательного 
нейросетевого подхода в отношении временных рядов на примере прогнозирования цен для  
узлов свободного рынка электроэнергии России на сутки вперед. В результате серии 
экспериментов мы приходим к выводу, что генеративно-состязательная сеть, состоящая 
из двух моделей (генератора и дискриминатора), позволяет достичь минимума функции 
ошибки с большей обобщающей способностью, чем, при прочих равных, достигается 
в результате оптимизации статичного аналога генеративной модели – рекуррентной 
нейронной сети. Собственные эмпирические результаты показывают, что при околонулевой 
среднеквадратической ошибке на тренировочном множестве, демонстрируемой 
одновременно рекуррентной и генеративной моделями, ошибка последней на тестовом 
множестве ниже. Состязательный подход также превзошел в точности вневыборочного 
прогноза альтернативные эталонные модели: сверточную нейронную сеть, адаптированную 
для прогнозирования временных рядов, и авторегрессионную линейную модель. Практика 
применения предложенного подхода показала, что генеративно-состязательная модель с 
заданной универсальной архитектурой и ограниченным числом объясняющих факторов 
при условии дообучения на данных, специфичных для целевого узла энергосистемы может 
использоваться для прогнозирования цен в узлах рынка на сутки вперед без существенных 
отклонений. 
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Введение

Н
а территории России действует двухуров-
невый рынок электроэнергии и мощности. 
Рынок на сутки вперед является основ-

ной площадкой, где приобретают электроэнер-
гию и мощность промышленные производители. 
Рынок на сутки вперед (далее – РСВ) представляет 
собой систему, где осуществляется конкурентный 
отбор ценовых заявок поставщиков и покупателей 
электроэнергии за сутки до ее реальной поставки 
(потребителям) с определением цен и объемов 
поставки на каждый час суток1. На РСВ осущест-
вляется маржинальное ценообразование, иными 
словами цена определяется на основании баланса 
спроса и предложения и распространяется на всех 
участников данного рынка. 

Уровень цен на электроэнергию напрямую вли-
яет на издержки компаний. Наличие точного про-
гноза цен на электроэнергию необходимо для 
планирования операционной деятельности пред-
приятий-представителей энергоемких отраслей, 
а также для построения финансовых моделей. В 
свою очередь нелинейная природа динамики цен 
на электроэнергию делает их прогнозирование 
сложной эмпирической задачей2.

Существует множество эмпирических работ, как 
отечественных, так и зарубежных исследователей, 
где нейросетевые методы использовались для про-
гнозирования цен свободного рынка электроэнер-

1	 Конкурентный отбор заявок проводится коммерческим оператором (АО «АТС»). Цена РСВ определяется для 
каждого узла двух ценовых зон: первая ценовая зона включает территории Европейской части России и Урала 
(Центрального, Северо-Западного (за исключением территорий, относящихся к неценовым зонам), Южного,  
Северо-Кавказского, Приволжского и Уральского федеральных округов), вторая – территорию Сибири  
(Сибирского федерального округа).

2	 Характерной особенностью цен свободного рынка является значительная волатильность, сложная структура 
сезонности (годовая, внутринедельная, внутридневная сезонность), а также наличие частых выбросов.  
Последнее может быть обусловлено, как нештатными ситуациями в энергосистеме, так и конъюнктурой  
отраслей-потребителей, что делает невозможным построение полной структурной модели рынка. 

3	 Симбиоз двух нейронных сетей: генератора и дискриминатора. Генератор предназначен непосредственно  
для построения прогнозов. Дискриминатор предназначен для того, чтоб отличать реальные данные от прогноза 
генератора и стимулировать генератор обучаться эффективнее.

4	 Методы имитационного моделирования, как правило, используются для репрезентации структуры, связей 
элементов сложных экономических систем, где в явном виде необходимо учитывать феномен взаимодействия 
множества агентов [1–3].

гии и продемонстрировали свое превосходство над 
линейными моделями. Однако в последнее время 
появляются свидетельства того, что использование 
генеративно-состязательного подхода (generative 
adversarial networks, GAN)3 позволяет дополнитель-
но повысить точность нейронной сети, построен-
ной и оптимизированной специально для решения 
определенной задачи.

GAN является одновременно представителем 
статистических методов прогнозирования и мето-
дов имитационного моделирования4. Используя 
набор доступных предикторов, неопытный эксперт 
(генеративная нейронная сеть в начале обучения) 
делает прогнозы о цене электроэнергии в опреде-
ленном узле, а другая нейронная сеть (дискрими-
натор) учится их отличать от реальных данных. В 
процессе обучения сети стимулируют друг друга ко 
все более точному решению поставленной перед 
ними индивидуальной задачи. Обучение продол-
жается, пока прогнозы эксперта (генератора) не 
достигают необходимой точности в соответствии с 
выбранной метрикой. 

Цель представленной работы заключается в апро-
бации методологии построения генеративно-состя-
зательных сетей (GAN) для прогнозирования поуз-
ловых цен на электроэнергию в России на рынке на 
сутки вперед, а также в проведении сравнительного 
анализа качества прогнозов на основе методологии 
GAN и прогнозов, полученных альтернативными 
(эталонными) методами.

Ключевые слова: рынок электроэнергии, рынок на сутки вперед, временные ряды, генеративная нейронная сеть, 
рекуррентная нейронная сеть
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Для достижения цели в представленной работе 
решаются следующие задачи. Во-первых, обобща-
ются подходы к прогнозированию цен на электро-
энергию, в том числе с использованием генератив-
но-состязательных нейронных сетей. Во-вторых, 
приводится описание данных, характеризующих 
оптовый рынок электроэнергии (РСВ) в России. 
В-третьих, характеризуются методологические 
подходы к разработке генеративно-состязательной 
нейросетевой модели для прогнозирования цены 
на электроэнергию на уровне отдельных узлов 
энергосистемы в России. В-четвертых, приводит-
ся обзор эмпирических результатов исследования, 
сравниваются результаты прогнозирования цен 
на электроэнергию с использованием методоло-
гии генеративно-состязательных нейронных сетей 
(GAN) и основных бенчмарков, включая базовую 
рекуррентную сеть, сверточную нейронную сеть и 
авторегрессионную модель (ARIMA), широко ис-
пользуемую в моделировании временных последо-
вательностей в сфере экономики и финансов [4–6]. 
В заключении приводится краткое обобщение ре-
зультатов проведенного исследования.

1. Анализ литературы

1.1. Классические подходы  
к прогнозированию цен  

на электроэнергию на РСВ

Для решения задачи прогнозирования цен на 
электроэнергию использовались различные эко-
номико-математические и имитационные модели. 
Отечественными учеными в работе [1], к примеру, 
использовалась имитационная модель на основе 
CGE (модель общего экономического равновесия) 
для поиска оптимальных темпов роста тарифов в 
электроэнергетике по регионам РФ в регулируемом 
сегменте рынка. Разработанная авторами система 
уравнений учитывала взаимодействие множества 
экономических агентов: потребитель, производи-
тель, импортеры и экспортеры электроэнергии,  
государство.

Для прогнозирования цен свободного рынка, 
система одновременных уравнений использова-
лась в работе [7]. Авторы моделировали спотовые 
цены на электроэнергию в Скандинавии, исполь-
зуя модель на основе 29 уравнений, которая учи-
тывала функциональные связи между климатиче-
скими факторами, развитием снежного покрова, 
водностью рек (гидроэлектростанции основной 

5	 Multilayer perceptron – это искусственная нейронная сеть, которая характеризуется несколькими слоями  
входных узлов, соединенных в виде ориентированного графа между входным и выходным слоями.

источник электроэнергии в Скандинавии), пара-
метрами энергосистемы. В работе [8] была разрабо-
тана структурная модель спотовых цен на электро-
энергию для Новой Англии в США, учитывающая 
функциональные связи между ценами на топливо, 
а также спросом на электроэнергию и доступно-
стью генерирующих мощностей.

Имитационный подход является действенным 
инструментом моделирования экономики на осно-
ве аналитического представления взаимодействия 
различных агентов и позволяет учитывать физиче-
ские процессы, влияющие на экономику. К приме-
ру, в работе [2] была представлена имитационная 
модель для прогнозирования динамики добычи 
нефти по скважинам, учитывающая реализован-
ные и плановые геолого-технические мероприятия 
на каждой скважине. В другом случае, имитацион-
ный подход был использован для разработки циф-
рового двойника завода по выпуску телевизионной 
техники [3]. Однако использование имитационно-
го подхода в прогностических целях, в случае с по-
узловыми ценами на РСВ представляется затруд-
нительным, поскольку требует наличия подробной 
информации о топологии энергетической сети, ее 
параметрах и условиях работы. 

Экономико-математические подходы в части 
моделей временных рядов являются более распро-
страненным для прогнозирования цен свободного 
рынка. Их можно обобщить в две группы: статисти-
ческие и методы машинного обучения. К статисти-
ческим методам обычно относят аддитивные эко-
нометрические модели [9]. К примеру, в работах  
[5, 6, 10] для прогнозирования цен свободного рын-
ка использовались различные вариации авторегрес-
сионных моделей (ARIMA, ARMAX, AGARCH). 
Однако по мере развития и популяризации методов 
машинного обучения (machine learning, ML) стало 
появляться все больше работ, где линейные эконо-
метрические модели в сравнении с такими пред-
ставителями методов машинного обучения, как 
модели опорных векторов, градиентный бустинг и 
нейронные сети [9, 11, 12], оказывались менее точ-
ными в краткосрочном прогнозировании цен.

Множество исследователей обращались к ней-
ронным сетям для прогнозирования цен свободного 
рынка электроэнергии [12–14]. При этом большин-
ство исследователей, по состоянию на 2020 г. [15], 
отдавало предпочтение многослойному персептро-
ну (multilayer perceptron, MLP5). Отечественные ис-
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следователи также неоднократно применяли дан-
ную архитектуру для прогнозирования цен РСВ. К 
примеру, Марьясин и Лукашова использовали MLP 
с двумя скрытыми слоями для прогноза свободных 
цен на электроэнергию в Ярославской области. К 
MLP-архитектуре обращались отечественные уче-
ные Золотова и Дворкин [16]. В своем исследова-
нии авторы предложили использовать персептрон 
с 8 нейронами в скрытом слое для прогнозирова-
ния почасового индекса равновесных цен первой 
ценовой зоны.

В зарубежной литературе существует множество 
работ с использованием иных архитектур, хорошо 
зарекомендовавших себя в задачах прогнозирова-
ния временных рядов в других сферах. К примеру, 
комбинация сверточной и рекуррентной нейрон-
ных сетей использовалась для прогнозирования 
цен и спроса на электроэнергию в работах [14, 17]. 
Как отмечается в работе [14], подобная архитектура 
оправдала себя во многих областях, где для прогно-
зирования требовалось извлечение одновременно 
как временных, так и пространственных характе-
ристик временных рядов. Авторы исследования 
[12] предложили использовать сверточную нейрон-
ную сеть с расширенными свертками6 для прогноза 
цен на оптовом рынке электроэнергии в канадском 
городе Онтарио. Однако в последнее время появ-
ляются свидетельства того, что генеративно-состя-
зательный подход способен улучшить результаты 
сети любой архитектуры при условии использова-
ния ее в качестве генератора в GAN [18]. 

1.2. Генеративно-состязательные нейросети

1.2.1. Общая характеристика

Базовая теория генеративно-состязательных се-
тей с примерами практического использования из-
ложена в монографии Николенко [19]. В самом про-
стом варианте генеративно-состязательная модель 
состоит из двух искусственных нейронных сетей, 
которые поочередно взаимодействуют друг с дру-
гом. Одна из них, генератор – порождает объекты 
в пространстве данных, а вторая, дискриминатор – 
учится отличать порожденные генератором объекты 
от настоящих примеров из обучающей выборки.

Состязательная компонента во взаимодействии 
двух сетей состоит в том, что генератор должен нау-
читься обманывать дискриминатор, а дискримина-

6	 Адаптация сверточной сети для прогнозирования временных рядов, которая позволяет  
учитывать широкий диапазон истории при прогнозировании.

тор, несмотря на это, должен корректно отличать 
сгенерированные примеры от настоящих. Форма-
лизация подобного описания в терминах теории 
игр приводит к минимаксной задаче оптимизации, 
которую можно записать в виде уравнения 1:

      	 (1)

где D(x) – функциональная форма дискриминатора;
G(z) – функциональная форма генератора;
pz(z) – порождаемое генератором распределение 
данных;
pdata(x) – распределение фактических данных.

На практике функциональные формы дискри-
минатора и генератора могут представлять собой 
любые архитектуры нейронных сетей. Решение 
минимаксной задачи обеспечивает поочередное 
обучение: генератора с фиксированными весами 
дискриминатора и наоборот – дискриминатора с 
фиксированными весами генератора. 

Генеративно-состязательные сети впервые опи-
сали и применили на практике в 2014 году Гудфел-
лоу и Йошуа Бенжи [20]. Впоследствии их идея 
получила широкое практическое применение: со-
стязательные сети позволили добиться значитель-
ных результатов в таких областях, как генерация 
изображения по текстовому описанию [21], соз-
дание лекарственных препаратов [22], генерация 
псевдо-реалистичных временных последователь-
ностей с сохранением основных моментов распре-
деления [23] и т.п. 

Например, в случае генерации изображения по 
описанию, текст преобразуется в числовое призна-
ковое пространство с помощью рекуррентного ко-
дировщика, а затем эти признаки используются как 
условие в порождающей изображения сети GAN. 
В результате, к примеру, лицо человека на фото-
графии можно сначала отобразить в пространство 
признаков, а потом изменить признак возраста и 
сгенерировать новое изображение. Таким образом, 
можно искусственно «состарить» или «омолодить» 
человека.

Для создания нового лекарственного препара-
та исследователи из работы [22] использовали со-
стязательный автокодировщик для порождения 
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молекул, которые могут быть перспективными 
кандидатами для создания на их основе новых ле-
карственных средств. 

Временные ряды представляют собой уникаль-
ный объект для генеративного моделирования. В 
работе [23] отмечается, что модели прогнозирова-
ния временных рядов, такие как классические или 
нейросетевые авторегрессии, по своей сути детер-
минированы. Генеративные модели в свою очередь 
позволяют добавить в нейросетевой вывод элемент 
случайности.

1.2.2. Применение GAN  
для прогнозирования рынка  

электроэнергии

В зарубежной исследовательской практике су-
ществует ряд примеров использования генератив-
но-состязательных сетей для прогнозирования 
рынка электроэнергии. К примеру, в работе [24] 
авторы проводили апробацию модели генератив-
но-состязательной сети на двух наборах данных: 
потребление электроэнергии на уровне отдельно-
го домохозяйства и динамика обменного курса. В 
результате генеративно-состязательная модель в 
обоих экспериментах превзошла по точности ее 
детерминированный эквивалент – генеративную 
нейронную сеть, обученную независимо.

В работе [25] исследователи предлагают модель на 
основе генеративно-состязательных сетей для про-
гнозирования поузловых цен части энергетической 
системы США. Нейросетевая модель использу-
ет пространственно-временные корреляции между 
историческими ценами в узлах и принимает в каче-
стве входных данных исторические цены, упорядо-
ченные в трехмерный тензор7. Этот тензор состоит 
из ряда упорядоченных по времени матриц. В свою 
очередь, каждая матрица – это фактически карта по-
узловых цен с сохранением пространственного рас-
положения узлов. Задача генеративной модели в 
данном случае заключалась в генерации новой ма-
трицы с прогнозными поузловыми ценами на элек-
троэнегрию. Базовая модель обучалась строить про-
гноз на час вперед.

В работе [26] генеративная состязательная сеть 
используется для прогноза оптовых цен на электро-
энергию с интервалом в 30 минут для энергетиче-
ского рынка Австралии. В отличие от предыдущих 

7	 Под тензором в данном случае подразумевается объект машинного обучения – массив  
матриц или многомерный массив данных.

работ, авторы строят не точечную оценку цены, а 
интервальную. Генеративная сеть позволила авто-
рам получить прогнозные интервалы, накрывающие 
редкие и экстремальные наблюдения более точно, 
чем альтернативные вероятностные модели.

Следуя подходу, описанному в работе [24], для 
разработки собственной генеративно-состязатель-
ной модели мы используем двухшаговую процедуру. 
На первом шаге мы разрабатываем и оптимизируем 
рекуррентную нейронную сеть для решения задачи 
прогнозирования цены на электроэнергию в случай-
ном узле энергосистемы. На втором шаге мы инкор-
порируем полученную нейросеть в GAN в качестве 
генератора и проверяем устойчивость модели на не-
котором подмножестве узлов. Такой подход позволя-
ет сузить пространство поиска архитектуры GAN до 
дискриминатора и дает возможность проверить гипо-
тезу – возможно ли за счет включения в архитектуру 
GAN улучшить работу базовой нейронной сети.

2. Данные

Анализ проводится на основе почасовых от-
четов администратора торговой системы (АТС) 
о равновесных ценах в наиболее крупных узлах 
энергосистемы [27]. База данных охватывает период 
с 13.04.2019 по 31.12.2022 и содержит информацию 
о 7215 узлах в 66 регионах РФ. Динамика 
усредненных цен по всем узлам энергосистемы РФ 
представлена на рис. 1.

Несмотря на стохастическое поведение каждого 
из рядов поузловых цен можно отметить тенденцию 
к пространственной корреляции внутри одного 
региона. Иллюстрацией чего служит кластеризация 
статистических характеристик цен: среднего и 
стандартного отклонения за рассматриваемый 
период на примере некоторых субъектов РФ (рис. 2).

Существует ряд особенностей, которые необхо-
димо учесть при формировании перечня объясня-
ющих переменных:

1. Существенная автокорреляция цен. Данный 
феномен подробно описан в работе Золотовой и 
Дврокина [16] на уровне ценовых зон. Собствен-
ный анализ показал, что в частных случаях – на 
уровне узлов картина в целом схожа.

2. Наличие годовой сезонности. Сезонная ком-
понента изменяется синхронно в большинстве ре-



БИЗНЕС-ИНФОРМАТИКА            Т. 17             № 3         202312

Рис. 1. Усредненные цены на РСВ по всем узлам энергетической системы РФ.

Рис. 2. Кластеризация статитических характеристик узлов внутри одного региона.

гионов России, рост цен наблюдается в третьем 
квартале, что связанно с динамикой общероссий-
ского производственного цикла и началом отопи-
тельного периода (более детально причины годовой 
сезонности проанализированы в работе Прохоро-
вой и др. [28]). К исключениям относятся Крас-
ноярский край и Иркутская область (см. рис. 3),  
в которых, напротив, наблюдается снижение цен в 
3 квартале, что может быть связано с доступностью 
в регионах относительно дешевой электроэнергии 
от ГЭС.

3. Поведение цен внутри недели на уровне реги-
онов имеет некоторую относительно постоянную 
периодичность: в большинстве регионов в поне-
дельник и пятницу цены находятся на максималь-
ном уровне, в субботу – на минимальном. Исклю-
чения составляют Иркутская область и Республика 
Бурятия, в которых цены в субботу в среднем наи-

более высокие. Однако, в течение рабочей недели 
динамика может отличаться от региона к региону. 
В дни государственных праздников наблюдается 
значительное понижение цен во всех регионах, за 
исключением ряда регионов СКФО (рис. 4).

4. Нелинейная зависимость от температуры. В 
упомянутом выше исследовании Прохоровой и 
др. [28] отмечалась необходимость учитывать, как 
устойчивые изменения динамики температуры в 
течение года, влияющие на годовую сезонность в 
потреблении электричества, так и погодные факто-
ры, которые учитывают отклонения от нормы.

3. Методология исследования

Анализ ценовой динамики в узлах энергосистемы 
РФ позволил выявить наличие пространственной 
автокорреляции. Статистические характеристики 
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цен по мере удаления узлов все более отличаются, 
что связано с изменяющимися условиями спроса и 
предложения. По этой причине прогнозная модель 
может быть специфичной для: 

а) узла и учитывать пространственный лаг (про-
странственную автокорреляцию), 

б) региона и иметь множественный вывод – про-
гноз одновременно во всех узлах региональной 
энергосистемы, где формат входных данных пред-
полагает учет географической связности. 

Во втором случае (вариант б) для получения мо-
дели с высокой обобщающей способностью необхо- 
димо значительное количество наблюдений во вре- 
мени. К сожалению, ограничения доступной ре-
троспективы данных на сайте администратора тор-
говой системы (АТС) не позволяют обучить подоб- 
ную модель, поэтому в своем исследовании мы оста-
новимся на первом варианте (вариант а), предпола-
гающем построение универсальной архитектуры 
нейросети, которая при условии обучения на спец-
ифичных для узла данных позволит прогнозиро-

вать цены для любого отдельно взятого узла энер-
гетической системы без существенной дисперсии  
ошибки.

С учетом приведенных выше особенностей в 
данных в числе объясняющих переменных будут 
использоваться следующие факторы: 

	♦ лаговые значения цены на электроэнергию в 
целевом узле; 

	♦ лаговые значения цены на электроэнергию трех 
ближайших узлов в рамках региональной сети; 

	♦ фиктивные переменные (дамми) на выходные и 
праздничные дни; 

	♦ среднесуточная температура в регионе; 
	♦ отклонение температуры от скользящего среднего.
Важно отметить, что модель для узла может 

включать и специфичные для местности факторы, 
к примеру, водность рек, что актуально для регио-
нов Урала и Сибири [16], мощности промышлен-
ных потребителей и другие. Однако отсутствие ста-
тистики в необходимом разрезе не предоставляет 
этой возможности.

Рис. 3. Диаграмма размаха средних цен РСВ в зависимости от квартала  
(расчет проведен для всех регионов в выборке, выбросы показаны для отдельных регионов РФ).

Рис. 4. Диаграмма размаха усредненных цен РСВ по дням недели и праздникам  
(расчет проведен для всех регионов в выборке, выбросы показаны для отдельных регионов РФ).
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Как было отмечено выше, на первом шаге мо-
делирования формируется статичная рекуррент-
ная нейронная сеть, которая оптимизируется, а 
ее устойчивость проверяется на случайных узлах 
энергосистемы. На втором шаге моделирования 
формируется GAN на основе имеющейся архи-
тектуры статичной рекуррентной нейронной сети, 
которая используется в качестве генератора. По-
сле оптимизации архитектуры дискриминатора и 
гиперпараметров GAN сравнивается точность ре-
зультатов прогнозирования построенной модели с 
альтернативными бенчмарками.

Первоначально все модели параллельно обуча-
ются на 5 случайных узлах в каждом регионе8. Таким 
образом, каждая модель последовательно обучает-
ся на 330 узлах9, а средняя ошибка и ее дисперсия, 
полученные на тестовых данных, используются для 
сравнения качества моделей. Соответственно, пре-
добработка данных для всех узлов унифицирована: 
производится разделение выборки на обучающую, 
валидационную и тестовую в соотношении 80%, 
10% и 10%; стандартизация данных и тензорное 
преобразование в формате скользящих окон из ис-
ходных временных рядов (размерность временного 
окна является гиперпараметром).

3.1. Построение статичной  
модели генератора  

(первый шаг моделирования)

Статичная модель представляет собой двух-
слойную рекуррентную нейронную сеть GRU10 с 
55 ячейками в первом слое и 20 во втором11. Пер-
вый слой на выходе сохраняет размерность данных 
во времени для следующего рекуррентного слоя. 
Второй слой в качестве выходных данных переда-
ет вектор размерности 3. Таким образом, исходную 
матрицу входных данных размерности (7 x 8), где 7 –  
это размер временного окна, 8 – число объясняю-
щих переменных, модель отображает в простран-
ство размерности (1 x 3). Сумма элементов данного 

8	 Учитывая, что каждый регион имеет различное количество узлов с полным покрытием данными  
(до 546 узлов) в целях экономии вычислительных ресурсов для тестирования модели используется  
ограниченное количество узлов. 

9	 5 узлов ∙ 66 регионов.

10	Gated Recurrent Units – вид рекуррентной нейронной сети, разработанной для моделирования  
временных последовательностей.

11	Количество нейронов в каждом слое, вид функции активации и шаг градиентного спуска были  
определены в результате перебора на заданном множестве с использованием пакета для оптимизации  
нейронных сетей «KerasTuner».

12	Эксперименты по определению базовой архитектуры проводились на данных случайно выбранного  
узла. В дальнейшем модель была дообучена для каждого узла индивидуально. 

вектора представляет собой прогноз цены на элек-
троэнергию на одни сутки вперед (элементы век-
тора суммируются с учетом весов, значения кото-
рых подбираются в ходе обучения модели). Такие 
гиперпараметры модели, как размер временного 
окна, определяющего число лагов во времени для 
всех переменных, и количество элементов обуча-
ющей выборки, используемых для расчета одной 
итерации градиентного спуска, были определены 
эмпирически в результате перебора, критерием вы-
ступала среднеквадратическая ошибка не тестовой 
выборке12. 

3.2. Построение GAN  
(второй шаг моделирования)

Генеративно-состязательная модель предста- 
вляет собой последовательно соединенные гене-
ратор и дискриминатор (рис. 5). В качестве гене-
ратора используется ранее определенная модель 
рекуррентной нейронной сети, но в матрицу вход-
ных данных, как отдельный фактор, добавляется 
вектор шума, который препятствует переобучению 
генератора и позволяет добавить в вывод модели 
элемент случайности.

Архитектура дискриминатора представляет со-
бой сверточную нейронною сеть с одним скрытом 
слоем, который принимает на вход размерность 7.  
Первые 6 элементов вектора – это фактические 
значения цен в ретроспективе, а последний эле-
мент – прогноз генератора или фактическая цена, 
в зависимости от подающегося на вход шаблона. 
Дискриминатор учится классифицировать входя-
щие данные: (X, Y) – «Истина» или 1 и (X, G(X)) – 
«Ложь» или 0. Дискриминатор обучается с исполь-
зование функции ошибки (уравнение 2), в основе 
которой находится кросс-энтропия (bce – binary 
cross entropy), уравнение 3:

           LD = lbce(D(X,Y), 1) + lbce(D(X,G(X)), 0),	 (2)
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             lbce = –(y  log(p) + (1 – y)  log(1 – p).	 (3)

Для обучения генератора применяется двухком-
понентая функция ошибки, состоящая из кросс-
энтропии и среднеквадратической ошибки (MSE – 
mean squared error), уравнение 4.

      	 (4)

Метрика кросс-энтропии рассчитывается с при-
своением вектору с прогнозным значением цены 
метки «Истина». Это необходимо для введения в 
«заблуждение» дискриминатора и позволяет гене-
ратору подбирать веса в процессе обучения, ослож-
няющие задачу обучения дискриминатора на после-
дующей итерации, что и вводит в процесс обучения 
элемент «состязательности». Важно заметить, что 
теоретически добавление MSE компоненты в функ-
цию ошибки не является строго необходимым [29]. 
Мы добавляем MSE для более быстрой сходимости 
генератора и сокращения время на обучение.

Как указывалось выше, обучение дискримина-
тора и генератора происходит поочередно до до-
стижения заданной точности прогноза цены, что 
и обеспечивает решение исходной минимаксной 
задачи. Укрупненное описание всего процесса 
обучения можно представить в виде псевдокода  
(таблица 1).

Более подробную информацию об алгоритме 
состязательного обучения нейронной сети можно 
найти в работах [30, 31]. 

Таким образом, дискриминатор в процессе обу-
чения учится отличать сгенерированные образцы, 
все более похожие на реальные данные, от послед-
них. Генератор, в свою очередь, на очередной ите-
рации обучения стремится улучшить свой прогноз 
так, чтоб вероятностный выход модели был ближе 
к «Истине» при фиксированных весах дискрими-
натора. Такой подход позволяет изменять траек-
торию градиента в процессе обучения и приходить 
к иному оптимуму в сравнении со статической мо-
делью, где используется только среднеквадрати-
ческая ошибка [32]. 

Результаты работы модели GAN сравниваются с 
«эталонными» альтернативными моделями: авто-
регрессия ARIMA, базовая рекуррентная нейрон-
ная сеть, двухслойная сверточная нейронная сеть 
(convolutional neural network, CNN). Архитектура 
последней основана на модели, предложенной в 
работе [33].

4. Эмпирические результаты

Мы обучали дискриминатор в пять раз боль-
ше, чем генератор, во время каждой итерации об-
учения. Это позволяет дискриминатору несколько 
опережать генератор в точности и отличать сгене-
рированные данные от реальных. На рисунке 6 при-
веден процесс обучения генеративно-состязатель-
ной модели для некоторого случайного узла.

На левой оси приведена общая ошибка моде-
ли, которая представляет собой взвешенную сумму 

Рис. 5. Устройство генеративно-состязательной модели,  
используемой для построения прогноза поузловых цен на электроэнергию на РСВ.

Noise(7,1)

Ошибка модели:
 MSE +  LogLos

Дискриминатор

Генератор MSE( , )

LogLos(  )
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ошибки дискриминатора и генератора (mse+logloss). 
На правой оси приведено значение ошибки дискри-
минатора на каждой итерации обучения (logloss).

Для того, чтоб проверить устойчивость предло-
женной модели был проведен следующий экспе-
римент: в каждом регионе случайным образом от-
биралось по 5 узлов энергосистемы. Единственный 
критерий отбора – это отсутствие пропусков в дан-
ных на анализируемом временном горизонте. Да-
лее для всех узлов в соответствии с унифицирован-
ной процедурой формировался набор объясняющих 
переменных, проводилась предобработка данных, а 
затем сохраненная ранее генеративная модель дооб-
учалась на данных каждого из 5 узлов. По итогам экс-
перимента рассчитывалась ошибка прогноза цены 
на электроэнергию на тестовой выборке (параллель-
но обучение и расчет ошибки проводился для ста-
тичной модели генератора и других бенчмарков).

13	 Дмитрий Ветров [36] выдвинул гипотезу о наличии в ландшафте функции потерь нейронной  
сети минимумов различной кривизны: узких и широких. В узких минимумах, при нулевой ошибке  
на тренировочной выборке, ошибка на тестовой заметно выше; в широких – ошибки мало отличимы.

Результаты эксперимента показали, что генера-
тивно-состязательная модель демонстрирует наи-
меньшую среднюю ошибку на тестовой выборке и 
минимальный разброс значений ошибки на уровне 
отдельных узлов энергосистемы. В таблице 2 при-
ведены усредненные ошибки на тестовой выборке 
рассматриваемых моделей и их стандартные откло-
нения.

В работе [25] авторы связывают превосходство 
GAN с возможностью обеспечивать требуемый 
градиент для оптимизации генератора во время 
обучения: градиент, направляемый дискрими-
натором, позволяет достичь более широкого13 
минимума, чем, при прочих равных, достигается 
в результате оптимизации статичного аналога 
генеративной модели. Собственные эмпирические 
результаты также свидетельствуют в пользу 
данного тезиса, поскольку при околонулевой 

Таблица 1.
Укрупненный алгоритм обучения  

генеративно-состязательной нейронной сети

Задание условий: задается шаг градиентного спуска ρD, ρG ; задаются параметры весов 
функций ошибок для генеративной модели λ1, λ2; инициализируются веса случайным 
образом в моделях дискриминатора и генератора.

While (выполняется пока алгоритм не сойдется до заданной точности):
	 Обучение дискриминатора (D):
	 Получение M наборов данных из тренировочной выборки X train:
	 (X, Y ) = (X 1, Y 1 ), ..., (X m, Y m )  X train

	 Выполнение шага стохастического градиентного спуска и обновление весов D
	 при фиксированных весах G:

	

	 Обучение генератора (G):
	 Получение M новых наборов данных из X train:
	 (X, Y ) = (X 1, Y 1 ), ..., (X m, Y m )  X train

	 Выполнение шага стохастического градиентного спуска и обновление весов G
	 при фиксированных весах D:

	

End While
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ошибке на тренировочном множестве, достигаемой 
одновременно статичной моделью генератора и 
GAN, ошибка последней на тестовой множестве 
несколько ниже.

Усредненные ошибки модели GAN и их стан-
дартные отклонения визуализированы14 на рис. 7: 
градации цвета на условной карте регионов соответ-
ствует значению средней ошибки, посчитанной для 
пяти случайно выбранных узлов в соответствующем 
регионе РФ (см. левую часть рисунка 7) и дисперсии 
средних ошибок (см. правую часть рисунка 7). 

Наилучшие результаты модель демонстрирует 
в большей части регионов ЦФО, СЗФО и ПФО. В 
свою очередь, наибольшую среднюю ошибку мо-
дель демонстрирует в таких регионах, как Республи-
ка Татарстан, Башкирия, ряде регионов Сибири и 
Кавказа. Нестабильность модели, проявляющаяся 

14	 Для визуализации использовалось приложение QGIS – Географическая информационная  
система (ГИС) с открыты исходным кодом.

в высокой дисперсии средней ошибки, также про-
является преимущественно в перечисленных регио-
нах. Неудовлетворительная работа модели в данных 
регионах, как представляется, обусловлена недоста-
точностью набора объясняющих факторов, который 
во всех случаях являлся стандартным. Возможно, 
для приграничных регионов некоторую роль в цено-
образовании на рынке на сутки вперед играют энер-
гетически мосты с другими странами, связанными с 
отечественной энергетической системой; для цен-
тральных регионов Сибири важным фактором явля-
ется водность рек, поскольку значитальная доля ге-
нерации приходится на ГЭС. 

Также важно отметить тот факт, что на тесто-
вую часть выборки (c 19.08.2022 по 31.12.2022) при-
ходится период с явным структурным сдвигом – 
резким ростом цены на электроэнергию в конце 

Рис. 6. Значение ошибок генеративно-состязательной модели  
в процессе обучения на тренировочной выборке.

Таблица 2.
Сравнительная таблица усредненных ошибок и их разброса  

при применении модели к пяти случайным узлам в анализируемых регионах

Показатель
Ошибка на тестовой выборке

GAN GRU CNN ARIMA

MAE
mean 0,0497 0,062 0,0681 0,0724

std 0,0002 0,0009 0,0063 0,0092

MAPE
mean 0,092 0,0973 0,1055 0,1114

std 0,0005 0,0018 0,0113 0,0242

MSE
mean 0,0046 0,0059 0,0073 0,0082

std 0 0,0002 0,0013 0,0034

0,286

0,285

0,284

0,283

0,282

0,281

0,693

0,693

0,693

0,693

0,693

0,693
1                2                3                4                5               6                7                8                9               10

mse+logloss logloss

Ошибка дискриминатора (logloss)
Ошибка GAN (mse+logloss)

Эпоха
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2022 в таких регионах, как Иркутская, Тюменская 
и Томская область, Красноярский край, Ставро-
польский край, Краснодарский край15. Резкий рост 
тренда цены в данном случае был обусловлен конъ-
юнктурными факторами, влияние которых не мог-
ло присутствовать в обучающей выборке. 

В завершение эмпирической части исследова-
ния проверялась гипотеза о групповом равенстве 
дисперсий Левена для полученных среднеквадра-
тических ошибок на случайно выбранных узлах 
энергосистемы внутри отдельного взятого региона, 
где нулевая гипотеза состоит в том, что «все подвы-
борки имеют равные дисперсии». При исключении 
выбросов (12 регионов с наибольшим стандартным 
отклонением ошибки), для оставшихся 54 регио-
нов нулевая гипотеза теста не отвергается16. Таким 
образом, для большинства регионов предложенная 
архитектура генеративной модели является уни-
версальной и способна обеспечить относительно 
низкую ошибку на тестовой выборке для различ-
ных узлов энергосистемы страны. 

Заключение

Результаты проведенного исследования де-
монстрируют, что генеративно-состязательная 

15	Например, в Иркутской области, среднесуточные значения тренда цены в декабре 2022 г. 
были в среднем на 68% выше, чем годом ранее.

16	Значение статистики теста составляет 1,29.

модель с заданной универсальной архитектурой 
(не изменяющейся при переходе от региона к 
региону РФ) и ограниченным числом объясня-
ющих факторов при условии дообучения на дан-
ных, специфичных для целевого узла может ис-
пользоваться для прогнозирования цен в узлах 
рынка на сутки вперед без существенных откло-
нений в точности для 54 из 66 рассматриваемых 
регионов России. В состав нейросетевой модели 
целесообразно включать следующий набор пере-
менных: исторические значений цен в целевом 
и географически близких к нему узлах энергоси-
стемы (поузловые цены на оптовом рынке элек-
троэнергии коррелированы как пространствен-
но, так и во времени), температура окружающей 
среды и сезонные факторы. 

Предложенная генеративно-состязательная мо- 
дель позволила на 22% уменьшить среднеквадра-
тическую ошибку на тестовой выборке статичной 
модели генератора, имеющего в своей основе ре-
куррентную нейронную сеть, а также превзошла 
по качеству альтернативные (эталонные) модели-
бенчмарки: сверточную нейронную сеть и авторе-
грессионную линейную модель (ARIMA). 

Рис. 7. Средняя ошибка генеративно-состязательной модели на тестовой выборке (левый график)  
и ее дисперсия (правый график) для пяти случайных узлов в регионе.
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Abstract

This article studies the predictive abilities of the generative-adversarial neural network approach in 
relation to time series using the example of price forecasting for the nodes of the Russian free electricity 
market for the day ahead. As a result of a series of experiments, we came to the conclusion that a 
generative adversarial network, consisting of two models (generator and discriminator), allows one to 
achieve a minimum of the error function with a greater generalizing ability than, all other things being 
equal, is achieved as a result of optimizing the static analogue of the generative model – recurrent neural 
network. Our own empirical results show that with a near-zero mean square error on the training set, 
which is demonstrated simultaneously by the recurrent and generative models, the error of the latter 
on the test set is lower. The adversarial approach also outperformed alternative reference models in 
out-of-sample forecasting accuracy: a convolutional neural network adapted for time series forecasting 
and an autoregressive linear model. Application of the proposed approach has shown that a generative-
adversarial model with a given universal architecture and a limited number of explanatory factors, subject 
to additional training on data specific to the target node of the power system, can be used to predict prices 
in market nodes for the day ahead without significant deviations.

Keywords: electricity market, day-ahead market, time series, generative neural network, recurrent neural network
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